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L’ALGORITHME SEM :
UN ALGORITHME D’APPRENTISSAGE PROBABILISTE

POUR LA RECONNAISSANCE DE MÉLANGE DE DENSITÉS

Gilles CELEUX (1), Jean DIEBOLT (2)
( 1 ) (INRIA)
(2) (Paris 6)

1. INTRODUCTION

1.1. Le problème traité

L’algorithme SEM (Stochastique, Estimation, Maximisation) a pour but
de déterminer les composants d’un mélange fini de lois de probabilité, ainsi
que le nombre lui-même de ces composants, par une approche d’apprentissage
probabiliste.

Le problème de reconnaissance de mélanges est le suivant :
Soit un échantillon E = (XI XN) d’une variable aléatoire X à valeurs

dans Rd, dont la loi est :

- Les Fk sont des mesures de probabilité sur Rd;

pk est la probabilité qu’un point de l’échantillon suive la loi Fk.
Le problème consiste à estimer le nombre K de composants, les para-

mètres inconnus pk ainsi que les lois inconnues Fk.

Ce problème n’a été étudié que dans le cas paramétrique :
Les Fk forment une famille paramétrée que nous noterons F = {F(., a),

a E RS} , l’application a ~ F(. , a) étant injective. Nous nous plaçons dans ce
cadre.

Ce problème ne peut se résoudre, dans toute sa généralité, que si le

mélange de lois appartient à une famille de mélange identifiable.
Une famille Fde mélange est dite identifiable si et seulement si :

implique :

TEICHER [Te 63], YAKOWITZ et SPRAGINS [Ya Sp 68] ont caractérisé les
mélanges identifiables. En particulier une condition nécessaire et suffisante est
que la famille soit un système libre sur R.
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Dans la plupart des cas les lois F (. , a) admettent une densité f(., a). Le
mélange s’écrit alors :

f(x, a) est la densité de probabilité dépendant du paramètre vectoriel a de RS.

1.2. Plan de l’article

Au paragraphe 2, nous faisons une revue commentée des principales
méthodes existantes.

Il en ressort que l’algorithme le plus efficace est l’algorithme EM qui
cherche à maximiser la vraisemblance de l’échantillon relativement au modèle
de mélange par un procédé itératif faisant intervenir deux étapes d’inférence
statistique (estimation et maximisation). Nous le présentons au paragraphe 3
et détaillons ses caractéristiques :
- Il exige de connaître le nombre exact de composants du mélange.
- Les résultats obtenus dépendent de l’initialisation.

- Il peut converger vers un point stationnaire de la vraisemblance de
type col.

- Il peut converger avec une lenteur rédhibitoire.

Du point de vue théorique, les nombreux travaux qui lui ont été consacrés
n’ont fourni des preuves de convergence que sous des hypothèses difficiles à
vérifier en pratique (cf. paragraphe 3).

Au paragraphe 4, nous présentons l’algorithme SEM qui s’inspire de
l’algorithme EM en lui adjoignant une étape d’apprentissage probabiliste.

Nous précisons les caractéristiques de cet algorithme et la forme de ses
résultats.

Au paragraphe 5 nous présentons des utilisations de l’algorithme SEM
sur des données simulées.

Au paragraphe 6 nous présentons une note sur l’utilisation de l’algo-
rithme SEM sur des données réelles en classification.

II. REVUE BIBLIOGRAPHIQUE

La méthode la plus ancienne est la méthode des moments ( [Pe 94], [Co
64] ).

Le principe de cette méthode consiste à résoudre les équations :
f (x - E(x))q f (x) dx = (1/N) 03A3 1(xi - x)q 1 i = 1, N)}

q variant de 1 au nombre de moments nécessaires pour estimer les paramètres
du mélange.
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Dans le cas d’un mélange gaussien à deux composants QUANDT et
RAMSEY [Qu Ra 78] ont proposé une méthode qui utilise les moments de la
fonction génératrice E(exp(cx)) du mélange.

La méthode la plus usitée consiste à résoudre les équations de vraisem-
blance.

Les algorithmes les plus efficaces pour résoudre les équations de vrai-
semblance sont, à des variantes près, des algorithmes de type EM ([DLR 77] )
(cf. [Sh 68], [Wo 70], [Re Wa 84]...).

Nous le présentons au paragraphe 3.
Cette dernière approche s’avère supérieure à la méthode des moments :
- La méthode des moments et ses variantes sont impraticables dans le

cas multidimensionnel ou lorsque le nombre de composants est élevé.
- Des simulations ont montré que lorsque les composants du mélange

étaient peu séparés les estimations fournies par la méthode du maximum de
vraisemblance étaient meilleures que celles fournies par la méthode des
moments.

Nous voulons aussi décrire deux approches assez récentes, intéressantes
en elles-mêmes et relativement à notre approche.

Dans le cas où seules les proportions du mélange p = (pk, k = 1, K) sont
inconnues, une approche bayésienne du problème a été proposée par SMITH
et MAKOV ([Sm Ma 78]).

Partant d’une distribution a priori P°(p) == (pk , k = 1, K) pour les pk,
l’approche consiste à résoudre de manière séquentielle (c’est-à-dire en actuali-
sant l’estimation des pk par une prise en compte séquentielle des points de
l’échantillon) la formule de BAYES :

Pr(p/xn) = f(Xn/p) Pr(p/xn-l)1 f f(xn/p) Pr(p/Xn-t) dp
Malheureusement, il n’existe pas de statistique exhaustive pour p et les

calculs deviennent inextricables.

Les auteurs proposent une approximation de la formule itérative en
partant d’une distribution de DIRICHLET pour P°(p). Leur procédure
converge p.s. vers la vraie valeur du paramètre.

Cette approche peut également s’appliquer lorsque seuls les paramètres
(ak, k = 1, K) sont inconnus ([Ma Sm 76] ).

Une autre voie pour contourner la difficulté de résolution de la formule
de BAYES consiste à utiliser un algorithme d’apprentissage probabiliste.

AGRAWALA ([Ag 70]) a construit un algorithme séquentiel pour
estimer une valeur a parmi les ak, les autres étant connues ainsi que les

proportions du mélange.
Partant d’une distribution a priori P(a) pour a, il procède ainsi : Xn étant

un nouveau point observé de l’échantillon, il l’affecte à l’un des composants
par tirage aléatoire suivant la loi a posteriori d’appartenance de Xn aux
composants. Soit In le numéro du composant obtenu par ce tirage aléatoire.

Il recalcule une nouvelle probabilité a posteriori pour a, sous l’hypothèse
que Xn est effectivement issu du composant In.
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Par un procédé analogue, SILVERMAN ([Si 80]) traite le problème
d’estimation de pi pour un mélange à deux composants dont les paramètres
a sont connus.

Partant d’une loi a priori P°(pt) = P(bo, Co) (loi bêta de paramètres bo et
Co), il procède ainsi :

Un nouveau point observé Xn de l’échantillon est affecté au composant
1 ou 2 par tirage aléatoire suivant sa loi a posteriori d’appartenance à ces
composants.

Si xn est affecté au composant 1 alors bn = bn-i + 1.

Si xn est affecté au composant 2 alors Cn = Cn-i + 1.

La loi a posteriori de pi est une loi P(bn,Cn) et le rapport
pn = bn/(bn + cn) est un estimateur de pi.

En pratique, des simulations semblent montrer que le schéma d’ap-
prentissage probabiliste donne des résultats meilleurs que le schéma quasi
bayésien ([Ma Sm 76]).

Une approche radicalement différente ([Sc Sy 71], [Sch 76], [Sy 81])
consiste à rechercher une partition P = (Pi,..., PK) telle que chaque classe
Pk soit assimilable à un sous-échantillon suivant la loi f(x, ak).

Dans ce cadre, les algorithmes utilisés sont de type Nuées Dynamiques
([Di 80]).

Ils utilisent un critère de vraisemblance classifiante de la forme :

où L(Pk, ak) est la vraisemblance du sous-échantillon Pk pour la loi de densité
f(x, ak).

Cette approche présente avant tout l’intérêt d’être rapide.
Du point de vue théorique, la méthode peut être vue ainsi : chaque point

est issu de l’un des K composants du mélange.
Considérons les N paramètres inconnus suivants (o(i); i = 1, N) avec :

o(i) = numéro du composant dont xi est issu.
La méthode revient à rechercher les estimateurs du maximum de

vraisemblance de ces paramètres. Or le nombre de paramètres à estimer
augmente indéfiniment avec la taille N de l’échantillon. En conséquence les
estimateurs du maximum de vraisemblance de ces paramètres ne sont pas
convergents ([Br Wy 78]).

De plus, l’approche classification induit, en général, un biais dans
l’estimation des paramètres du fait de la connexité des classes ([Ma 75]).
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III. L’ALGORITHME EM

Cette méthode consiste à résoudre itérativement les équations de

vraisemblance; le Log de la vraisemblance étant :

A partir d’une solution initiale (pok, aok; k = 1, K), l’algorithme est le
suivant :

Etape E (estimation) :
Pour k = 1, K; i = 1, N

calcul des

Etape M (maximisation) :
Pour k = 1, K calcul de pu

et résolution des équations pour

OÙ Ï

L’algorithme EM présente les caractéristiques suivantes :
- Il fonctionne pour un grand nombre de composants et dans le cas

multidimensionnel;
- Il fournit, en général, de bons résultats si le nombre de composants

est connu;

- Malheureusement, il converge extrêmement lentement. Cette lenteur
peut rendre son utilisation rédhibitoire. C’est en particulier le cas lorsque la
solution initiale est éloignée de la solution limite accessible.

Un problème de l’approche par le maximum de vraisemblance vient de
ce que la fonction de vraisemblance n’est pas bornée. En conséquence, il se
peut que l’algorithme EM dégénère vers une solution singulière (cf. [Ev Ha
81 ] ).

Ces solutions interviennent avant tout lorsque l’un des composants a
une probabilité d’apparition p petite. Plus précisément les singularités ont lieu
lorsque pour ce composant Np  d (d étant la dimension de l’espace
contenant l’échantillon) ou plus généralement lorsque les points engendrés
par l’un des composants sont tous situés dans un sous espace de codimension
strictement positive.

L’apparition de tels phénomènes peut être liée à une surestimation du
nombre de composants. Malheureusement, dans de tels cas, l’algorithme EM
ne dégénère que très rarement et a plutôt tendance à rechercher une solution
pour le nombre de composants surestimé.

Enfin, notons que REDNER et WALKER ([Re Wa 84] ) ont montré
que, sous des conditions assez générales :

- Pour N assez grand, l’unique solution convergente qN des équations
de vraisemblance existe p.s..
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- Il existe une norme sur l’espace des paramètres pour laquelle la suite
des itérés de l’algorithme EM converge vers qN si la solution initiale q° est
suffisamment proche de qN.

IV. NOTRE APPROCHE : UN ALGORITHME D’APPRENTISSAGE
PROBABILISTE (ALGORITHME SEM)

Tous les algorithmes évoqués ci-dessus présentent les limitations suivan-
tes :

- Le nombre K de composants est supposé connu.
- La solution obtenue dépend de la position initiale de l’algorithme.

L’algorithme que nous proposons ici répond en grande partie à ces deux
limitations. Il utilise de manière complémentaire la construction de partitions
et les étapes de l’algorithme EM.

Il s’agit en fait d’un algorithme EM auquel nous avons adjoint une étape
d’apprentissage probabiliste. D’où son nom, algorithme SEM : Stochastique,
Estimation, Maximisation.

4.1. Présentation

Au départ, on fixe le paramètre K majorant supposé du nombre de
composants du mélange et un seuil c(N, d) compris entre 0 et 1.

Initialisation

En chaque point xi, i = 1, N on choisit (en général au hasard) les

probabilités initiales d’appartenance à l’un des composants :
Soient tk(xi), k = 1, K avec :

Itération n (n &#x3E; 0) :

Etape S (stochastique) :
On tire en chaque point xi la v.a multinomiale

d’ordre un et de paramètres (tï(Xi); k = 1, K).
Les réalisations eO( Xi) définissent une partition P" == (P ?,..., Pnk) de

l’échantillon avec :

Si pour un certain k, card (Pk) est plus petit que Nc(N, d) l’algorithme
est re-initialisé.
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Sinon

Etape M (maximisation)

n+l 
On calcule les estimations du maximum de vraisemblance qn+1k = (pk +’,

ak ) des paramètres du mélange sur la base des sous-échantillons (Pnk,
k = 1, K).

On a:

L’estimation des an+1k dépend bien sûr de la famille paramétrée, posée
a priori, des composants du mélange.

Remarque
Si les paramètres ak, k = 1, K n’admettent pas d’estimateur du maximum

de vraisemblance, on calculera des estimateurs qui améliorent la vraisemblance
comme il est fait dans [Sch 76] pour un mélange de lois gamma ou plus
généralement dans l’algorithme GEM ([DLR 78]).

Dans le cas où l’espérance mk ou la matrice de variance L k sont des
constituants des paramètres (cas de mélanges gaussiens, de Poisson, d’expo-
nentielles,..) les estimations à l’itération n sont les suivantes :

Etape E (estimation)

4.2. Caractéristiques de cette approche

A la stabilité de l’algorithme, on obtient non pas une seule partition mais
une classe de partitions statistiquement admissibles pour les estimations des
paramètres du mélange. Ces estimations sont précises (cf. les simulations du
paragraphe 5) et asymptotiquement sans biais (cf. [Ce Di 84] ).

Le type de convergence obtenue est une convergence en loi correspon-
dant à la stationnarité de la suite des estimés (p", a") (cf. [Ce Di 84]).

Par ailleurs, les perturbations introduites à chaque itération par les
tirages aléatoires empêchent la convergence vers un maximum local instable de
la vraisemblance comme cela peut être le cas pour l’algorithme EM.

Cet algorithme fournit en général le nombre exact de composants pourvu
que le paramètre K en soit bien un majorant. Ce point sera illustré au

paragraphe 5.
Enfin il converge notablement plus rapidement que l’algorithme EM

quelle que soit la configuration initiale. Les tirages aléatoires l’empêchent de
« stationner » trop longtemps loin de la solution limite.
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4.3. Mise en 0153uvre de l’algorithme SEM

Dans les applications présentées aux paragraphes 5 et 6, nous avons
simplifié la procédure :
- D’une part, on a pris c(N, d) =N
- Lorsque pour un certain k on a

on supprime le composant numéro k et l’algorithme continue sur la base de
(K -1 ) composants.

En pratique, après que le nombre de classes se soit stabilisé, on édite à
la stationnarité la moyenne et la variance de chacune des lois marginales de qn
- (pn, an).

Nous ne disposons pas actuellement de procédure statistique pour
déterminer le nombre minimum d’itérations à partir duquel on peut considérer
que la suite des paramètres acquiert son comportement stationnaire (test de
début d’enregistrement des résultats pour le calcul de la moyenne et de

l’écart-type des lois marginales des q").
Pour l’instant, nous faisons tourner l’algorithme suffisamment longtemps

pour être assuré d’avoir atteint l’état stationnaire (phase d’apprentissage).
Nous faisons ensuite tourner l’algorithme à partir de cet état stationnaire
durant r itérations et nous enregistrons les résultats (phase d’exploitation) :

A chaque itération, on obtient des valeurs ((p’, a’), i = 1, r) pour les
paramètres et on calcule pour chaque paramètre sa moyenne empirique et sa
variance empirique sur la base des r réalisations.

4.4. Note sur le comportement asymptotique de l’algorithme SEM

Dans le cas d’un mélange à deux composants où seul le paramètre p est
inconnu, nous avons établi (cf [Ce Di 84] théorèmes 1 et 2) le résultat suivant :

Supposons que le seuil c(N, d) est constant ou bien tend vers zéro assez
lentement lorsque N tend vers l’infini.

Soit 03A8N la loi limite de l’algorithme SEM et XN une v.a. suivant cette loi.
Dans ce cas, il existe un unique point fixe de l’algorithme EM que nous

noterons PN.

Alors, il existe un nombre cr strictement positif fonction explicite des
valeurs exactes des paramètres tel que :

Pour tout a, lim P [N "2 (XN - pN)  a)] = 03A60,03C3(a)
où 03A60,03C3 est la fonction de répartition de la loi normale centrée et d’écart-type o.

Nous conjecturons que ce résultat peut être étendu au cas général, sous
les hypothèses introduites par Redner et Walker (cf. [Re Wa 84] ] dans le but de
prouver leurs principaux résultats.
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5. SIMULATIONS

Dans toutes les simulations présentées, les algorithmes ont été initialisés
en tirant au hasard suivant la loi uniforme les probabilités conditionnelles
d’appartenance de chaque point de l’échantillon à l’un des composants du
mélange.

Nous présentons les résultats sous forme d’un tableau. Chaque ligne de
ce tableau est associée à l’un des paramètres du mélange. La première colonne
(MOY) donne la moyenne des estimés à la stationnarité et la deuxième
colonne (E.T.) donne son écart-type. Il s’agit de la moyenne et de l’écart-type
des r réalisations après avoir atteint la stationnarité (cf. 4.3). Ces statistiques
ont été calculées sur une suite de r = 100 réalisations. L’écart-type représente
l’incertitude relative à l’estimation de chacun des paramètres. Les troisième
(MOY-E.T.) et quatrième (MOY + E.T.) colonnes donnent les bornes de
l’intervalle moyenne-écart-type, moyenne + écart-type. La cinquième co-
lonne (VAL. EMP.) donne les valeurs empiriques obtenues sur l’échantillon
tiré au départ des paramètres du mélange. Ces valeurs sont bien sûr connues
et à découvrir par l’algorithme SEM. Elles sont accompagnées d’une étoile
lorsque l’intervalle [MOY-E.T., MOY + E.T.] ne les contient pas. Enfin on a
noté s la variance de chaque composant.

5.1. Dispersion des estimations et imbrication des composants

Dans ce paragraphe, nous avons considéré le mélange gaussien unidi-
mensionnel suivant :

K=2, p1=p2=0.5, o,=02==l, m1=0 et m2=2,3,4.
La taille de l’échantillon est N = 200. L’algorithme a été initialisé avec

K=3.

L’observation des trois tableaux associés à ces trois valeurs de m2
montre la diminution de l’écart-type (E.T.) lorsque l’écart entre les compo-
sants augmente.
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5.2. Mélanges gaussiens unidimensionnels

La taille de l’échantillon est N = 200 pour les trois premiers exemples
et N =100 pour le quatrième.

Exemple 1
Valeurs théoriques des paramètres :

Initialisation : K = 2

Résultats

Ici les proportions sont très différentes, ce qui augmente la difficulté
pour une bonne estimation (cf [Ev Ha 81]). L’essai présenté a été initialisé
avec le bon nombre de composants, mais d’autres essais montrent que même
dans ce cas il suffit de partir d’un majorant de ce nombre de composants.
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45

Exemple 2

Valeurs théoriques des paramètres :

Initialisation : K = 3

Résultats

2 composants obtenus. Dans ce cas les composants sont très imbriqués
et de plus les proportions sont très différentes et le nombre de composants
initiaux n’est pas bon.

Naturellement, l’incertitude portant sur les estimations des paramètres
est importante.

Exemple 3
Valeurs théoriques des paramètres :

Initialisation K = 2

Revue de Statistiques Appliquées, 1986, vol. XXXIV, n° 2
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Résultats

Un seul composant obtenu. Ici il n’y a pas en fait de mélange mais une
seule loi normale. L’algorithme SEM permet de découvrir ce fait.

Exemple 4
Valeurs théoriques des paramètres :
K=4, p1=p2=p3=p4=0.25
nit=2, Ot=0.5, m2 = 5, a2 = 0.5, m3 = 0, 03=!, m4 =15, a4 = 2

Cet exemple est tiré de [Ev Ha 81].
Initialisation K = 5

Résultats

4 composants obtenus. Notons que cinq valeurs empiriques sont

légèrement à l’extérieur de l’intervalle [MOY-E.T., MOY+E.T.]. Ce fait

s’explique par le degré d’imbrication des composants et la taille assez faible
des échantillons pour cet exemple (25 par composant).

5.3. Mélanges gaussiens multi-dimensionnels

Un exemple dans R2 :
Valeurs théoriques des paramètres :
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La taille de l’échantillon étant N = 200.

Initialisation K = 2

Résultats

Les moyennes sont identiques, malgré cela les paramètres sont correc-
tement estimés. Du point de vue classification par contre, il n’est pas possible
de distinguer deux classes.

Pour ne pas allonger l’article, nous en restons là pour la présentation
de simulations. Le lecteur pourra se reporter à [Ce Di 84] pour trouver
d’autres exemples, notamment pour un mélange gaussien en dimension cinq
et un mélange de lois de POISSON.
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5.4. Comparaison des résultats avec ceux obtenus par l’algorithme EM

Dans les exemples du paragraphe 5.1 et 1, 2, 4 du paragraphe 5.2,
l’algorithme EM donne des résultats proches de ceux obtenus par l’algo-
rithme SEM à condition que :
- L’algorithme EM soit initialisé à l’aide du nombre exact de composants.
- Les valeurs initiales des paramètres soient choisies assez près des valeurs

exactes.

Ces deux conditions sont cruciales :

Partant d’une valeur inexacte de K

Dans l’exemple du paragraphe 5.1 avec m2=2 en posant K=3, on
obtient pour l’algorithme EM :

pi 0.322, p2 = 0.329, p3 = 0.349
mi 0.660, m2 = 1.008, m3 = 0.887
si = 2.070, S2 = 2.128, sa = 2.136
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